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Today’s Class

• Putting it all together:
 Path Analysis

 Observed variables
 Confirmatory Factor Analysis / Measurement Models

 Latent variables

• Concerns in building structural equation models
 Model‐predicted covariance matrices for path analysis with observed and latent variables

• Examples of SEM uses

PSYC 948: Lecture 11 2



UNDERLYING THEORY OF STRUCTURAL 
EQUATION MODELS
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Structural Equation Models

• Although the term SEM can be applied to many settings, I view the label as being used to 
describe analyses with observed and latent variables

• A structural equation model consists of two “parts”:
 Measurement model(s) for each latent variable
 Path analysis between the latent and observed variables

• Up to this point, we have covered both in isolation – today we put them together to show 
how the process works
 You will see this extra step is pretty straight forward…
 …but that added complexity becomes an issue when it comes to model fit
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REVIEW OF PATH ANALYSIS
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Types of Variables in the Analysis

• An important distinction in path analysis and SEM is between endogenous and 
exogenous variables

• Endogenous variable(s): variables whose variability is explained by one or more variables in 
a model
 In linear regression, the dependent variable is the only endogenous variable in an analysis

• Exogenous variable(s): variables whose variability is not explained by any variables in 
a model 
 In linear regression, the independent variable(s) are the exogenous variables in the analysis
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Direct and Indirect Effects of HSL on MSE
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Mathematics
Self‐Efficacy

College Math 
Experience

High School 
Math 

Experience

Direct Effect

Residual (Endogenous) 
Variance
Exogenous Variances
Exogenous Covariances

4.159	 0.463

		0.696	
0.258

		0.363
0.105

33.797	 2.712

103.128	 8.508

1.743	 0.140

Not Shown On Path Diagram:
• 6.904	 1.304
• 49.313	 2.412
• 4.912	 0.074

Indirect Effect



Path Analysis in Matrix Form

• Our path model simultaneous equations were:

 2 endogenous variables
 1 exogenous variable

• Alternatively, we could rephrase this in matrix form:

Where:
(matrix of size  	 	1 containing observed exogenous variables)

(matrix of size  	 	1 containing observed endogenous variables)

Then:

(matrix of size  	 	1 containing intercepts for endogenous variables)

	 0 0
0 (a  	 	 	matrix of coefficients relating the endogenous variables to themselves)

	 (matrix of size  	 	 relating exogenous variables to endogenous variable(s))

∼ , (where  is the   	 	 residual covariance matrix)

Here,  will be diagonal (no covariance) as we do not have any more degrees of freedom 
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Path Analysis in Matrix Form

• The equations from the previous slide are called the structural form of the path model

• Another form that exists in literature is the reduced form, where all endogenous variables 
are on the left‐hand side

↔
↔
↔

↔
∗

Where  ∗ ∼ , ∗

• The reduced form is not as frequently used in practice, but does arise in some research 
areas and in identification
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Path Analysis with Matrices

• Although not explained by our model, we could state that the mean vector of exogenous 
variables was:

• Likewise, we can state that the covariance matrix of the exogenous variables is

• We will use these terms in our matrix‐version of the model predicted mean and covariance 
matrix
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Model Predicted Mean Vector and
Covariance Matrix
• The unconditional mean of the endogenous variables is:

• The covariance matrix of the exogenous and endogenous variables is then:

,
Y	only Y	with	X
X	with	Y X	only 	

• The point: that model specifications have direct implications for the parameters of the 
multivariate normal distribution
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Matching Matrices with Results

• To more specifically link our results to the matrices from the previous page:
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Name Matrix Model Estimates

Residual Covariance Matrix 33.797 0
0 103.128

Regression Weights of Exogenous onto Endogenous 0.696
4.159

Covariance Matrix of Exogenous Variables 1.743

Mean Vector of Exogenous Variables 4.912

Vector of Endogenous Variable Intercepts 6.904
49.313

Matrix of Endogenous Regression Weights 0 0
0.363 0

Inverse matrix used in calculations 1 0
0.363 1



Model Predicted Mean Vector and
Covariance Matrix

• The estimated conditional mean of the endogenous variables is:

 These values correspond exactly (saturated model)
• The estimated covariance matrix of the exogenous and endogenous variables is:

	

• These are mostly exact – small differences
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REVIEW OF CONFIRMATORY FACTOR ANALYSIS
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One‐Factor Model of Five GRI Items

• The CFA model for the five GRI items:

• Here: 
 ‐ response of subject  on item 
 ‐ intercept of item  (listed as a mean as this is typically what it becomes)
 ‐ factor loading of item  on factor 1 (only one factor today)
 ‐ latent “factor score” for subject  (same for all items) to factor 1 (only one today)
 ‐ regression‐like residual for subject  on item  	

 We assume  ∼ 0, ; is called the unique variance of item 
 We also assume  and  are independent

• Also, we will assume  ∼ ,
 Typically  0 (but not always)
 Factor variance can be estimated or fixed (more on both in identification)
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Our CFA Model Path Diagram
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Measurement Model:
λ’s = factor loadings
e’s = error variances
μ’s = item intercepts

Structural Model:

= factor variance
μF1  = factor mean

(Some of these values will have to be 
restricted for the model to be identified)

e1 e2 e3 e4 e5

Y4 Y5Y3Y2Y1

F1

λ11
λ21 λ31 λ41

λ51

μ1

μ2

μ3
μ4

μ5

μF1

1



Model Predicted Mean Vector

• Combining across all items, the mean vector for the items is given by:
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Model Implied Covariance Matrix

• Combining across all items, the covariance matrix for the items is given by:

 Get used to seeing this – although you already have (see the regression slides)

, , , ,

, , , ,

, , , ,

, , , ,

, , , ,
0 0 0 0

0 0 0 0
0 0 0 0
0 0 0 0
0 0 0 0
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PUTTING IT TOGETHER: PATH ANALYSIS WITH 
LATENT VARIABLES
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A Small SEM Example

• To demonstrate how SEM works, we will use a very small example:
 Measurement model: three GRI items forming one latent construct (“gambling”)

 Note: with three items, the measurement model is just‐identified (meaning perfect fit)
 Path model: The prediction of “gambling” by the SOG score

 Note: here we treat SOGS score as being observed without error
– The reason: the SOGS items are all binary indicators (0/1)…they won’t work with an assumption of MVN
– A better solution: model the SOGS items with a logit link function (called IRT/IFA) – covered if we have time

GRI1

GRI3

GRI5

Gambling SOGS
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Step #1: Building the Measurement Model

• The first step in a structural equation model is to build the measurement model
 Here, the measurement model is simplified so as to show how SEM works
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Measurement Model Fit Assessment

• Our three‐item measurement model fits perfectly
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Measurement Model Parameter Estimates
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Measurement Model Path Diagram
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Measurement Model:
Implied Covariance Matrix
• The measurement model implied covariance matrix is:

1.000
0.726
0.996

0.407 1.000 0.726 0.996

0.648 0 0
0 0.535 0
0 0 0.546

1.055 0.295 0.405
0.295 0.749 0.294
0.405 0.297 0.950
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Step 2: Estimating the 
Structural Equation Model
• Once the measurement model is found to fit, the next step is to estimate the full structural 

equation model

• SOGSsum is treated as an exogenous variable
 Also called an independent variable

• GAMBLING (and the items measuring it) are treated as endogenous variables
 Also called dependent variables
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SEM: Model Identification

• As SEM integrates both measurement and path models, the identification rules for SEM 
borrow from both
 The measurement model (for all latent variables) must be locally identified

 Including rules for setting scale of latent factor(s)
 The path model must be identified

• A necessary but not sufficient way of ensuring identification is the t‐rule (counting rule)
 The number of parameters must be less than the total number of means + variances/covariances of all

observed variables in the analysis

• Number of observed variables in our analysis: 4
 Number of variances/covariances: 4*(4+1)/2 = 10
 Number of means: 4
 Total: 14

• Number of parameters in our analysis
 2 factor loadings + 1 factor variance + 3 unique variances + 1 direct effect + 3 item intercepts + 1 

exogenous variance = 12
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SEM: Mplus Syntax

• The Mplus syntax is a combination of path and measurement models
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SEM: Model Fit Assessment

• We have fewer parameters than the total possible  we must now assess our model fit
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SEM: Model Parameter Output 

• Note: our measurement model parameters have changed slightly 
 More on why in a moment
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SEM Model Path Diagram
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SEM: Standardized Model Parameters

• Here, we see that the SOGS has a correlation of .577 with the GAMBLING latent variable
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SEM: Model Implied Covariance Matrices

• Notice our model‐implied covariance matrix:

• And the residuals from the saturated model:

• NEW WRINKLES:
 MEASUREMENT MODEL DOES NOT FIT SATURATED MODEL PERFECTLY
 OFF‐DIAGONAL OF BLOCK CAN CAUSE MODEL MISFIT
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Equation Form of Overall Structural Equation Model

• Our structural equation model simultaneous equations were

For the “measurement” portion:
1
3
5

For the “structural” portion: 

 3 endogenous variables
 1 exogenous variable
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Matrix Form of Structural Equation Model

• In matrices, the measurement portion of the model is given by:

with  ∼ 0,
• Further, the structural portion of the model is given by:

with  ∼ 0,

• In terms of our model:
 There are no direct exogenous predictors of our endogenous measurement model parameters 

(so  )
 There are no direct predictors of our endogenous latent variables by other latent variables (so  )
 We standardized our factor mean to zero (so 
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Putting Values into Matrices: Measurement Model

•
0.889
0.896
0.643

‐ item intercepts

•
1.000
0.698
1.017

‐ factor loadings for endogenous variables

•
0.646 0 0
0 0.550 0
0 0 0.527

‐ unique variances of endogenous variables
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Putting Values into Matrices: Structural Model

• 2.243 ‐ direct regression coefficient of exogenous variable onto endogenous factor

• 0.272 ‐ residual variance of endogenous factor

• 0.027 ‐ variance/covariance matrix for the exogenous variables

PSYC 948: Lecture 11 37



Model Implied Covariance Matrix

• The covariance matrix of the exogenous and endogenous variables is then:

,
Y	only Y	with	X
X	with	Y X	only 	

• The point: the structural equation model can have significant model misfit due to both the 
measurement model and the structural model

PSYC 948: Lecture 11 38



Issues in Building Structural Equation Models

• Because of the multiple ways SEMs can exhibit model misfit, the process of building SEMs 
can be difficult

• In general, current practice states that measurement models should be built first – then the 
full SEM

• Some researchers offer questionable advice:
 Use only just‐identified measurement models

 Why: fewer degrees of freedom where misfit can happen
 Bad idea: poor reliability for latent constructs

 Build measurement models with SEMs simultaneously
 Why: full calibration can lead to better overall model fit
 Bad idea: measurement should happen in absence of exogenous variables

 Use two‐stage analyses for SEMs
 Why: measurement model then cannot change
 Bad idea: propagation of measurement error for some factor score methods

PSYC 948: Lecture 11 39



SEM IN PRACTICE: EXAMPLES FROM REAL 
WORLD ANALYSES
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SEM in Practice

• To demonstrate the practical side of building structural equation models, I will go over a 
couple examples from real data analyses

• In these examples, the model‐building process will be discussed, along with varying 
methods for analysis

• The data for these examples is not available – but the practice should show how decisions 
are made about how SEMs are constructed and interpreted
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Example #1: Evaluation of Academic Progress

• This example comes from data from a large southeastern university

• Data include:
 PRE: scores on a pretest of mathematics ability, administered to students when they arrive at the 

university
 Scores are from total number correct – alpha reliability of .81

 POST: scores on a posttest of mathematics ability (using the same items), administered to students after 
two years at the university
 Scores are from total number correct – alpha reliability of .81

 Course Enrollments:
 If a student had enrolled in one of 29 courses related to math and science education at the university

– Data are binary – 0 = did not enroll; 1 = enrolled
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Example #1: Research Questions

• The evaluation sought to answer the following questions:

 Did scores improve on the posttest when compared with the pretest?

 Did coursework significantly affect the posttest scores?

 Did the score on the pretest predict the coursework students took?

 Did coursework mediate the relationship between pretest and posttest?
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Building the SEM: Modeling Issues

• Because of the nature of the data, several modeling issues must be considered when using 
SEM to answer the research questions

• Because pretest and posttest are sum‐scores (with a known reliability), each can be used as 
a single indicator
 In this case, the posttest single indicator will be problematic because of the residual variance (after 

prediction) is less than the overall variance
 So must put single indicator model in last

• Each of the courses is binary (dichotomous), so including them in the model directly is not 
an option
 Model would treat them as normally distributed if not categorical

 Software won’t allow categorical mediators
 Could use them as:

 Counts for specific categories (then treat count as approximately normal)
– What we did

 Indicators of a coursework factor
– Hard to envision
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Modeling Strategy

• Courses:
 Create counts of each course category (3 categories total)

 Treat counts as approximately normal (and use MLR)

 Use all variables in a path model where:
 Pretest predicts course counts and posttest score
 Course counts predict posttest score

 Treat pretest and posttest as single indicators where variance of each is weighted by the .81 reliability of 
each
 Final step in the analysis
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Initial Syntax: For Descriptive Statistics
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Initial Output: Descriptive Statistics
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Model #1: Path Model w/o 
Posttest Single Indicator
• The Mplus syntax:

• Model fit:
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Model #1: Relevant Output

• For building a single indicator out of posttest:
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Model #2: Pre/Post Single Indicators

• Mplus Syntax:
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Model #2: Model Fit Assessment

• Mplus Output:

• Normalized residuals:

• Need for residual covariances between coursework sums
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Model #3: Single Indicators with 
Residual Covariances
• Mplus syntax:

• Note: this model has no degrees of freedom left – it is just‐identified
 Therefore model fit is perfect
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Model #3: Results 

PSYC 948: Lecture 11 53



Model #3 Results
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Model #3 Path Diagram

PSYC 948: Lecture 11 55



Model #3 Results
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Model #3 Results
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Model #3 Results
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Example #1: Research Questions…Answered

• The evaluation sought to answer the following questions:

 Did scores improve on the posttest when compared with the pretest?
 Yes, posttest scores improved by .654 SD for every one SD increase in the pretest score (p < .001), holding 
coursework constant

 Did coursework significantly affect the posttest scores?
 No, no coursework was significantly related to the posttest

 Did the score on the pretest predict the coursework students took?
 The G1 coursework was significantly reduced, with ‐.101 SD in number of courses taken for every SD increase 
in the pretest score (p = .030)

 Did coursework mediate the relationship between pretest 
and posttest?
 No, there was no indirect effect of pretest on posttest as mediated by coursework (p = .687)
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CONCLUDING REMARKS
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Wrapping Up…

• Today was about putting it all together: path analysis and measurement models

• The SEM framework allows for powerful inferential analyses to be conducted in a 
statistically rigorous manner
 But with the power comes a lot of frustration – data do not always cooperate

• You will find that people take great liberties with how they conduct SEM analyses
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